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Perguruan tinggi memerlukan pengelolaan data terintegrasi berbasis analitik
untuk mendukung pengambilan keputusan dan pencegahan drop out
mahasiswa. Penelitian ini bertujuan merancang model Data Warehouse (DW)
sebagai fondasi pengembangan Early Warning System (EWS) untuk
mendeteksi risiko drop out mahasiswa di Universitas Paramadina.
Perancangan DW menggunakan pendekatan Kimball dengan penerapan star
schema yang mengintegrasikan data dari beberapa proses bisnis, yaitu
akademik, keuangan dan aktivitas pembelajaran berbasis LMS.
Pengembangan EWS dirancang menggunakan pendekatan klasifikasi
supervised learning dengan logistic regression sebagai model dasar serta
mengusulkan random forest sebagai pengembangan lanjutan. Hasil penelitian
menunjukkan bahwa integrasi DW mampu mendukung analisis prediktif
berbasis machine learning dan menjadi landasan strategis pencegahan risiko
drop out mahasiswa.
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Higher education institutions require integrated, analytics-based data
management to support strategic decision-making and student drop out
prevention. This study aims to design a Data Warehouse (DW) model as the
foundation for an Early Warning System (EWS) to detect student drop out risks
at Universitas Paramadina. The DW is designed using the Kimball lifecycle
approach with a star schema implementation, integrating data from multiple
business processes such as academics, finance, and LMS activities. The EWS is
developed using a supervised learning classification approach, utilizing Logistic
Regression as the baseline model and proposing Random Forest for advanced
modeling. The results demonstrate that an integrated DW effectively supports
machine learning-based predictive analytics and serves as a strategic
framework for proactive student drop out prevention.
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A. Pendahuluan

Perguruan Tinggi (PT) saat ini beroperasi dalam lingkungan yang menuntut
akuntabilitas dan capaian berbasiskan data. Data tidak hanya menjadi luaran dari
administrasi dan kegiatan operasional PT, namun data telah dipandang sebagai aset
strategis. Data berfungsi sebagai pendukung dalam pengambilan keputusan di
setiap jenjang, mulai dari manajerial, perencanaan strategis, hingga evaluasi kinerja.
Selain itu PT di Indonesia memiliki kewajiban pelaporan data secara terintegrasi
dengan pihak eksternal, seperti Pangkalan Data Pendidikan Tinggi (PDDikti) dan
Badan Akreditasi Nasional Perguruan Tinggi (BAN-PT) yang semakin mempertegas
kebutuhan pengelolaan data yang intensif [1], [2].

Secara umum, perguruan tinggi di Indonesia mengelola tiga jenis data utama
sesuai dengan aktivitas tridarma, yaitu pendidikan, penelitian, dan pengabdian
kepada masyarakat. Meskipun masing-masing aktivitas memiliki dimensi data yang
berbeda, ketiganya harus saling terintegrasi agar dapat memberikan gambaran
komprehensif mengenai kondisi institusi. Data tersebut tidak hanya digunakan
untuk pelaporan kepada pihak eksternal, seperti PDDikti dan BAN-PT, tetapi juga
menjadi dasar pengambilan keputusan internal [1]. Namun, pengelolaan data
tersebut menghadapi berbagai tantangan, seperti duplikasi, inkonsistensi, data silo,
dan ketidakakuratan, yang berdampak negatif pada kualitas laporan dan
ketersediaan informasi [3], [4]. Akibatnya, data yang seharusnya menjadi landasan
strategis untuk pengambilan keputusan seringkali belum disajikan secara optimal,
laporan internal cenderung tidak real-time, tidak lengkap, dan kurang sesuai dengan
kebutuhan pemangku kepentingan [5].

Universitas Paramadina (UPM) juga menghadapi tantangan yang serupa.
Masalah pelaporan data merupakan isu yang berulang di setiap periode pelaporan.
Data yang dilaporkan ke pihak eksternal sering kali ditemukan tidak lengkap, tidak
konsisten, dan memerlukan waktu pengolahan yang panjang sebelum dapat
disajikan. Akar permasalahan ini berasal dari rendahnya kualitas data UPM akibat
dari sistem yang masih silo antar unit kerja, belum ada standar baku, serta belum
tersedianya sistem integrasi yang memadai. Kondisi tersebut menimbulkan
inkonsistensi dan menghambat ketersediaan data yang cepat serta dapat dipercaya
untuk mendukung pengambilan keputusan di tingkat institusi. Selain itu, penyajian
data untuk kebutuhan pemangku kepentingan menghadapi tantangan, di mana data
masih harus diolah secara manual dengan spreadsheet, visualisasi yang dihasilkan
tidak sesuai dengan kebutuhan, penyajian tidak real-time, dan belum mampu
menyajikan analisis data yang mendukung proses pengambilan keputusan.

Selain persoalan kualitas data, UPM menghadapi tantangan dalam memantau
performa akademik mahasiswa, seperti keberhasilan studi dan angka kelulusan.
Dalam pedoman akreditasi BAN-PT, aspek lulusan merupakan salah satu elemen
yang dinilai terkait dengan luaran dan capaian pendidikan. Kriteria seperti jumlah
lulusan, rata-rata masa studi, persentase lulus tepat waktu, dan keberhasilan studi
adalah data yang wajib disajikan dalam proses akreditasi [6]. Namun, UPM memiliki
masalah serius dalam mencapai standar yang ditetapkan lembaga akreditasi
tersebut, di mana dalam beberapa periode terakhir angka drop out (DO) mencapai
35% dari total penerimaan mahasiswa. Tingginya angka DO ini menuntut perhatian
dan intervensi segera.
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Berdasarkan Instrumen Akreditasi Program Studi (IAPS) 5.0 yang mengacu
pada Peraturan Menteri No. 36 tahun 2025, capaian kelulusan menjadi indikator
penting, di mana program studi diharapkan mampu mencapai persentase kelulusan
tepat waktu minimal sekitar 45%, serta persentase mahasiswa yang menyelesaikan
studi dalam rentang masa studi yang wajar minimal sekitar 60% [6]. Tingginya
angka DO di UPM berpotensi menghambat pencapaian indikator tersebut. Di sisi
lain, keterbatasan sistem analitik yang tersedia masih membatasi kemampuan
institusi dalam melakukan analisis prediktif untuk mengidentifikasi mahasiswa
berisiko sejak dini dan memberikan pembinaan akademik yang tepat waktu.

Dalam upaya menjawab tantangan tersebut, penerapan Early Warning System
(EWS) berbasis analitik dipandang sebagai solusi yang potensial [7]. Melalui EWS,
perguruan tinggi dapat melakukan deteksi dini terhadap mahasiswa yang
berpotensi mengalami DO. Identifikasi risiko sejak tahap awal memungkinkan
Universitas Paramadina untuk segera melakukan langkah-langkah pencegahan,
seperti intervensi akademik terarah dan pembinaan intensif, guna menekan angka
DO. EWS memungkinkan institusi melakukan identifikasi dini terhadap mahasiswa
yang berisiko DO dan memberikan intervensi akademik yang tepat waktu. Namun,
efektivitas EWS sangat bergantung pada kualitas dan integrasi data yang kuat.

Dalam konteks ini, pengembangan Data Warehouse (DW) dipandang sebagai
langkah strategis dan prasyarat teknis. DW berfungsi sebagai repositori terpusat
yang mengkonsolidasikan data lintas unit, menyimpan histori, dan menyediakan
struktur multidimensi yang efisien untuk analitik dan pelaporan. Dengan model DW
yang tepat, institusi dapat menerapkan proses extract, transform, load (ETL) yang
menjamin pembersihan, standardisasi, dan historisasi data. Hal ini memastikan data
dalam kondisi siap pakai untuk dashboard, online analytical process (OLAP), dan
model prediktif EWS [8].

Penelitian ini berfokus pada perancangan model DW untuk mendukung
pengembangan EWS dalam konteks pencegahan mahasiswa DO di Universitas
Paramadina. Model ini diharapkan dapat menyediakan kerangka data yang
terintegrasi, valid, dan siap digunakan untuk analisis deskriptif maupun prediktif.
Model yang diusulkan diarahkan untuk membangun arsitektur data yang
terintegrasi, konsisten, dan mudah ditelusuri lintas unit kerja. Dengan rancangan
ini, sistem diharapkan mampu menyediakan informasi yang lebih cepat, akurat, dan
relevan sebagai dasar pengambilan keputusan strategis dalam meningkatkan
keberhasilan studi mahasiswa. Untuk mencapai tujuan utama tersebut, pertanyaan
penelitian ini dirumuskan sebagai berikut:

1. Bagaimana perancangan model DW yang dapat mendukung pengembangan
EWS untuk mendeteksi risiko DO mahasiswa di UPM?

2. Bagaimana pemetaan kebutuhan data dan penentuan metode machine learning
dilakukan dalam perancangan EWS berbasis DW untuk mendeteksi risiko DO
mahasiswa di UPM?

B. Metode Penelitian

Metodologi penelitian ini berfokus pada proses perancangan DW sebagai
fondasi untuk pengembangan EWS risiko DO pada perguruan tinggi. Tahapan
metodologi disusun untuk memastikan bahwa rancangan DW mampu menyediakan
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data terintegrasi, historis, dan terstruktur yang diperlukan untuk analisis prediktif
menggunakan metode machine learning.

Penelitian dimulai dengan mengidentifikasi masalah dan melakukan tinjauan
literatur untuk merumuskan ruang lingkup dan fokus penelitian. Selanjutnya
dilakukan penentuan metodologi perancangan DW, di mana pendekatan Kimball
dipilih sebagai dasar pengembangan. Langkah-langkah dalam pendekatan Kimball
kemudian diterapkan untuk menghasilkan rancangan DW yang sesuai kebutuhan.
Selanjutnya, agar DW dapat dimanfaatkan dalam pengembangan EWS, ditentukan
juga teknik machine learning yang paling relevan untuk mendukung kemampuan
prediktif, khususnya dalam mengidentifikasi mahasiswa yang berisiko mengalami
DO.

1. Studi Literatur

Perancangan dan implementasi DW telah dibahas dalam berbagai penelitian
sebelumnya. Implementasi DW pada perguruan tinggi terbukti memiliki potensi
untuk meningkatkan integrasi dan pemanfaatan data dalam pengambilan
keputusan, meskipun masih menghadapi sejumlah tantangan [8]. Selain itu, DW juga
menjadi infrastruktur dasar yang dapat dimanfaatkan oleh teknik data mining untuk
melakukan analisis data akademik di PT [9]. Hidayat et. al. [5] menunjukkan bahwa
DW mampu membantu PT menyajikan analisis dan laporan data dengan tingkat
kesalahan yang lebih rendah serta sesuai dengan kebutuhan SNDIKTI.

Penelitian lain juga menegaskan bahwa DW dapat menjadi alat bantu yang
efektif untuk mempercepat proses pengelolaan data dan menghasilkan informasi
yang akurat guna mendukung proses akreditasi [1], [2]. Lebih lanjut, DW mampu
menjadi data repository yang memungkinkan pengembangan sistem analisis
prediktif di PT [10]. Beberapa penelitian menunjukkan bahwa data akademik
terintegrasi yang tersimpan dalam DW dapat digunakan untuk membangun model
prediksi performa mahasiswa dengan memanfaatkan berbagai algoritma klasifikasi,
seperti logistic regression, decision tree, dan random forest [10], [11]. Selain itu,
pengelompokan mahasiswa berdasarkan pola perilaku belajar memungkinkan
penerapan analisis prediktif yang lebih terarah dan kontekstual, yang relevan untuk
pengembangan EWS dalam mendeteksi risiko mahasiswa DO secara dini.

Dari sisi metodologi perancangan, sebagian besar penelitian terdahulu [2],
[12], [13] menggunakan pendekatan bottom-up Kimball dalam membangun DW.
Pendekatan ini dipilih karena mampu menghasilkan model multidimensi yang
ringkas, terintegrasi, sehingga sesuai dengan kebutuhan analitik dan
pengembangan EWS berbasis data historis.

Meskipun telah terdapat penelitian yang mengaitkan DW dengan analisis
prediktif dan sistem peringatan dini, sebagian besar masih menempatkan DW
sebagai pendukung analisis atau pelaporan, tanpa perancangan yang secara khusus
diselaraskan dengan kebutuhan EWS. Oleh karena itu, penelitian ini difokuskan
pada perancangan model DW yang secara eksplisit ditujukan sebagai fondasi
terintegrasi bagi pengembangan EWS untuk mendukung pencegahan risiko
mahasiswa DO secara dini dan berbasis data.
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2. Data warehouse dengan pendekatan Kimball

Data warehouse merupakan repositori data terpusat yang bersifat subject-oriented,
integrated, time-variant, dan non-volatile [14]. DW dirancang untuk mendukung
kebutuhan analisis dan pengambilan keputusan strategis melalui penyajian data yang
terstruktur, konsisten, dan historis. Dalam praktiknya, terdapat dua pendekatan
perancangan DW yang banyak digunakan, yaitu pendekatan top-down oleh Inmon dan
bottom-up oleh Kimball dengan pemodelan arsitektur seperti star schema.

Pendekatan bottom-up oleh Kimball dipilih sebagai pendekatan dalam penelitian
ini karena fokusnya pada pembangunan DW melalui model dimensional yang disusun
berdasarkan kebutuhan analisis serta indikator kinerja yang relevan [2], [12]. Pendekatan
ini menekankan pembangunan DW secara bertahap melalui data mart yang berorientasi
pada proses bisnis, sehingga mampu menghasilkan struktur data yang terintegrasi, mudah
diakses, dan siap digunakan untuk analisis lanjutan. Keunggulan metodologi Kimball
terletak pada kemampuannya menggabungkan berbagai sumber data operasional ke
dalam skema multidimensi yang memungkinkan eksplorasi data historis untuk
mengidentifikasi pola perilaku mahasiswa serta faktor-faktor risiko DO [10].

Penelitian ini akan mengadopsi tahapan perancangan DW yang diusulkan oleh
Kimball, mulai dari identifikasi proses bisnis, penentuan grain, identifikasi dan
perancangan dimensi, perancangan tabel fakta, penyusunan star schema, hingga
perancangan alur ETL secara konseptual [13]. Pendekatan ini dipilih karena
mampu menghasilkan struktur data yang konsisten, historis, serta kaya konteks
sehingga sesuai untuk mendukung kebutuhan analitik prediktif pada sistem EWS.

3. Early warning system dengan machine learning

Arsitektur DW yang telah dirancang sebagai infrastruktur data terintegrasi
menjadi dasar penting bagi pengembangan EWS berbasis machine learning [10],
[11]. EWS bertujuan memprediksi risiko mahasiswa mengalami DO secara lebih
akurat melalui pemanfaatan pola historis dan indikator kinerja akademik. DW
menyediakan dataset yang bersih, terstruktur, dan lengkap, sehingga dapat
digunakan untuk berbagai teknik machine learning seperti klasifikasi, regresi,
maupun algoritma ensemble [10].

Pemilihan metode machine learning yang tepat ditentukan oleh jenis data yang
tersedia, karakteristik indikator risiko, serta kebutuhan interpretabilitas model
dalam mendukung proses pengambilan keputusan akademik. Dengan demikian, DW
yang dirancang dalam penelitian ini tidak hanya berfungsi sebagai repositori data,
tetapi juga menjadi fondasi utama dalam pengembangan model prediktif EWS pada
tahap penelitian selanjutnya.

C. Hasil dan Pembahasan
1. Sumber Data dan Sistem Informasi UPM

Universitas Paramadina memanfaatkan dua sistem utama dalam pengelolaan
aktivitas akademik, administrasi, keuangan, dan pembelajaran digital, yaitu sistem
informasi akademik terpadu (SIMPUL) dan platform Learning Management System
(LMS) Edlink. SIMPUL berperan sebagai sistem pusat yang menangani aktivitas
administratif dan akademik, termasuk admisi, keuangan, kurikulum, kehadiran,
riwayat studi, serta status akademik mahasiswa. Sementara itu, Edlink digunakan
untuk mendukung aktivitas pembelajaran daring maupun hybrid yang menyediakan
catatan aktivitas mahasiswa seperti akses materi, kehadiran sesi pembelajaran
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daring, pengumpulan tugas, penilaian berbasis LMS, dan partisipasi dalam forum
diskusi.

Kedua sistem tersebut dikembangkan pihak ketiga sehingga mekanisme
pemanfaatan data bergantung pada fitur akses, struktur penyimpanan, dan batasan
Application Programming Interface (API) yang tersedia. Akses data pada tingkat
operasional masih terbatas pada fungsi transaksi harian, tanpa dukungan terhadap
kebutuhan analitik lanjutan. Modul-modul dari SIMPUL dan Edlink yang relevan
sebagai sumber data untuk penelitian ini disajikan pada Tabel 1.

Tabel 1. Sumber Data Perancangan DW
Aplikasi Modul Target data
SIMPUL  Admisi o Menyediakan data mahasiswa baru, riwayat pendaftaran, proses
seleksi, dan status registrasi awal.

Keuangan o Mencakup data pembayaran SPP/UKT, riwayat tagihan, status
tunggakan, keterlambatan pembayaran, serta transaksi keuangan
lainnya yang berpengaruh terhadap status akademik mahasiswa.

Akademik o Administrasi Akademik, fitur yang melakukan pencatatan status
aktif, cuti, non-aktif, mutasi, dan penyelesaian studi.

o Kurikulum, berisi fitur struktur kurikulum, bobot SKS, prasyarat
mata kuliah.
o Kehadiran, melakukan pencatatan data absensi per pertemuan pada
tiap mata kuliah.
o Riwayat Studi, fitur yang mencatat nilai mata kuliah, jumlah SKS
tempuh dan lulus, pengulangan mata kuliah, IP dan IPK.
o Status Mahasiswa, menyimpan informasi administratif terkait
kelulusan, DO, atau perubahan status lainnya.
Aktivitas kehadiran dalam sesi pembelajaran daring
Interaksi dengan materi perkuliahan
Pengumpulan tugas beserta waktu unggah
Nilai tugas, kuis, dan ujian yang dikelola melalui LMS
Aktivitas diskusi atau kolaborasi dalam kelas
Tingkat keterlibatan (engagement) mahasiswa terhadap materi
pembelajaran

Edlink Perkuliah
an

O 0 O O 0 O

2. Isu Kualitas dan Kapabilitas Data Historis

Permasalahan utama yang dihadapi Universitas Paramadina terkait
pemanfaatan sumber data dari sistem operasional adalah keterbatasan fitur analitik
lanjutan pada aplikasi yang digunakan. Sistem SIMPUL dan Edlink yang
dikembangkan oleh pihak ketiga memang menyediakan integrasi data pada tingkat
operasional, namun tidak dilengkapi dengan kapabilitas analisis prediktif yang
diperlukan untuk mengidentifikasi risiko mahasiswa mengalami DO. Akses data
hanya tersedia melalui API dengan cakupan terbatas, sehingga proses ekstraksi data
dalam jumlah besar atau lintas periode sering tidak dapat dilakukan secara
otomatis. Kondisi ini memaksa tim melakukan rekapitulasi manual menggunakan
spreadsheet untuk menggabungkan data dari berbagai modul, yang tidak hanya
memakan waktu tetapi juga meningkatkan risiko kesalahan input dan inkonsistensi
antar dataset. Selain itu, seluruh data tersimpan dalam basis data operasional
(OLTP) yang didesain untuk transaksi harian dan bukan untuk keperluan analisis
komprehensif lintas waktu.

Hasil eksplorasi data menunjukkan bahwa struktur data dari sistem
operasional tidak memenuhi kebutuhan analisis prediktif dan historis yang
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diperlukan dalam pengembangan EWS. Karakteristik data operasional yang bersifat
real-time dan tidak menyimpan versi historis mengakibatkan pola perkembangan
atau perilaku mahasiswa dari periode ke periode sulit untuk ditelusuri. Temuan
tersebut menegaskan urgensi pengembangan DW sebagai repositori terintegrasi
yang bersifat historis, konsisten, serta siap untuk dianalisis dalam rangka
mendukung pengembangan EWS berbasis machine learning.

Sejalan dengan kebutuhan tersebut, penelitian ini mengidentifikasi berbagai
kategori data yang memiliki relevansi tinggi dalam pemodelan prediktif risiko DO
berdasarkan tinjauan literatur dan karakteristik sistem operasional Universitas
Paramadina. Kategori data yang dimaksud mencakup data akademik, kehadiran,
perilaku pembelajaran digital melalui LMS, administrasi akademik, serta data
keuangan mahasiswa. Setiap kategori data memberikan kontribusi spesifik dalam
memetakan pola risiko serta menjadi fondasi analitis yang diperlukan dalam
membangun EWS. Ringkasan rekapitulasi data yang mendukung kebutuhan EWS
disajikan pada Tabel 2.

Tabel 2. [dentifikasi Kebutuhan Data untuk Perancangan EWS

Sumber Data Keterangan Elemen Data
Data Data akademik menjadi indikator o Indeks Prestasi (IP) pada setiap semester
Akademik utama dalam menilai performa o Indeks Prestasi Kumulatif (IPK)
mahasiswa serta mendeteksi o Jumlah SKS yang ditempuh dan berhasil
potensi risiko DO dan diselesaikan
memungkinkan identifikasi tren =~ o Frekuensi pengulangan mata kuliah
penurunan prestasi secara dini. o Nilai per mata kuliah
o Durasi masa studi
Data Kehadiran perkuliahan o Persentase kehadiran setiap semester
Kehadiran berhubungan dengan disiplin, o Pola ketidakhadiran berdasarkan minggu
motivasi, dan risiko akademik. atau per mata kuliah
Kehadiran yang rendah atau tidak o Ketidakhadiran berturut-turut dalam
konsisten menjadi indikator awal jumlah signifikan
potensi kegagalan studi.
Data Kondisi finansial mahasiswa o Status pembayaran SPP/UKT
Keuangan dapat memengaruhi o Besaran tunggakan pembayaran
keberlanjutan studi. Kendala o Riwayat keterlambatan pembayaran
finansial berpotensi
menyebabkan penundaan
pendaftaran ulang atau
mengambil cuti.
Data Aspek administratif berperan o Status akademik (aktif, cuti, non-aktif,
Administrasi  mengidentifikasi risiko akademik atau dalam masa pembinaan)
Akademik mahasiswa. Status administrasi o Riwayat perubahan status akademik dari

berhubungan dengan kendala
akademik atau non-akademik.

semester ke semester

Data Perilaku
Pembelajaran
Berbasis LMS

Sistem pembelajaran digital
Edlink menyediakan data
aktivitas mahasiswa dalam
lingkungan pembelajaran daring.
Data ini mencerminkan tingkat
engagement mahasiswa yang
menjadi salah satu faktor
prediktif dalam mendeteksi risiko
DO.

Frekuensi akses LMS

Aktivitas pembelajaran seperti membuka
atau mengunduh materi

Ketepatan waktu pengumpulan tugas
Nilai tugas dan kuis yang diunggah
melalui LMS

Partisipasi dalam forum diskusi

https://doi.org/10.33022/ijcs.v15i1.5075

1025


https://doi.org/10.33022/ijcs.v15i1.5075

The Indonesian Journal of Computer Science

3. Perancangan DW dengan Pendekatan Kimball

Perancangan DW dilakukan menggunakan pendekatan Kimball yang
berorientasi pada kebutuhan analitik dan memanfaatkan skema multidimensional.
Proses perancangan mencakup beberapa tahapan.

3.1 Identifikasi Proses Bisnis
Mengidentifikasi proses bisnis utama yang berkaitan dengan risiko DO adalah

langkah pertama dalam perancangan DW. Proses-proses ini dipetakan dari tahapan
perjalanan akademik mahasiswa, mulai dari menjadi calon mahasiswa hingga
menyelesaikan pendidikan mereka. Berdasarkan analisis sistem SIMPUL, Edlink
dan temuan literatur tentang indikator DO, ditetapkan beberapa proses bisnis
utama, yaitu:
1. Proses akademik
Pendaftaran dan registrasi semester
Pengambilan mata kuliah
Kehadiran dan aktivitas perkuliahan
Evaluasi akademik (nilai MK, IP, IPK)

o Pembinaan atau status akademik lainnya
2. Proses keuangan

o Penetapan tagihan SPP/UKT

o Pembayaran, cicilan, dan penjadwalan pembayaran

o Tunggakan, keterlambatan, dan pelanggaran administratif
3. Proses pembelajaran digital

o Akses LMS per minggu
Pembukaan materi
Pengumpulan tugas dan nilai kuis
Interaksi diskusi
Aktivitas belajar lainnya

@)
@)
@)
@)

@)
@)
@)
@)

Proses-proses tersebut dipilih karena secara empiris seluruhnya memiliki
kontribusi terhadap risiko DO, baik dari aspek akademik, kedisiplinan kehadiran,
kemampuan finansial, maupun learning engagement mahasiswa.

3.2 Penentuan Grain

Penentuan grain bertujuan memastikan bahwa data disimpan pada tingkat
detail setinggi mungkin. Menurut Kimball, grain adalah tingkat kerincian data yang
menjadi dasar tabel fakta dan harus berada pada level paling atomik [12], [15].
Menetapkan grain merupakan langkah kunci dalam desain dimensional karena
menentukan makna setiap baris tabel fakta dan menjadi acuan agar semua dimensi
dan fakta konsisten dengannya.

Dalam penelitian ini, penetapan grain disesuaikan dengan karakteristik
masing-masing proses bisnis yang dianalisis. Secara umum, grain ditetapkan pada
level per mahasiswa per semester, karena indikator risiko DO sebagian besar
muncul dan dievaluasi dalam satuan waktu semester. Namun, untuk
mengakomodasi kebutuhan analisis akademik yang lebih rinci, penelitian ini
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menerapkan dua tingkat grain yang berbeda sesuai dengan proses bisnis yang
dimodelkan.

Pada proses bisnis akademik, grain ditetapkan pada level paling atomik, yaitu
per mahasiswa per mata kuliah per semester. Penetapan grain ini memungkinkan
penyimpanan data akademik secara detail, seperti nilai per mata kuliah, tingkat
kehadiran per kelas, serta pengulangan mata kuliah. Pendekatan ini memberikan
fleksibilitas analitik yang lebih tinggi untuk mengevaluasi performa akademik
mahasiswa secara mendalam serta mengidentifikasi mata kuliah atau pola
akademik yang berkontribusi terhadap risiko DO.

Sementara itu, pada proses bisnis keuangan dan aktivitas pembelajaran LMS,
grain ditetapkan pada level per mahasiswa per semester. Pemilihan grain tersebut
didasarkan pada karakteristik data keuangan dan perilaku pembelajaran digital
yang secara konseptual lebih relevan dianalisis secara agregat per semester. Dengan
pendekatan ini, DW dirancang untuk menyimpan data pada level paling atomik yang
relevan bagi masing-masing proses bisnis, sekaligus memungkinkan proses
agregasi ke level mahasiswa per semester sebagai dasar pembentukan fitur
prediktif dalam pengembangan EWS risiko DO.

3.3 Identifikasi dan Perancangan Dimensi

Setelah menetapkan grain, langkah berikutnya adalah mengidentifikasi dan
merancang dimensi yang relevan untuk mendukung analisis risiko DO. Dimensi
yang dirancang pada penelitian ini mencakup dimensi mahasiswa, dimensi mata
kuliah, dimensi semester, dimensi dosen, dimensi program studi, dimensi keuangan,
dan dimensi aktivitas LMS. Dimensi yang dipilih merupakan dimensi yang berkaitan
dengan aktivitas akademik dan pembelajaran yang berkontribusi terhadap risiko
DO di perguruan tinggi. Uraian penentuan dimensi dapat dilihat pada Tabel 3.

Tabel 3. Dimensi Arsitektur DW

Nama Dimensi  Deskripsi

Dim_Mahasiswa Berisi atribut identitas mahasiswa, jenis kelamin, tanggal lahir, program studi,
jalur penerimaan, dan status administratif. Dimensi ini mencatat perubahan
status mahasiswa dari semester ke semester.

Dim_MataKuliah Mencakup kode mata kuliah, nama, bobot SKS, prasyarat, dan semester
penawaran. Digunakan untuk menganalisis progres mata kuliah yang diulang

dan tidak lulus.

Dim_Semester Memuat informasi tentang semester akademik, tahun ajaran, dan periode
perkuliahan, berfungsi sebagai referensi temporal untuk tabel fakta.

Dim_Dosen Memuat data pengajar, afiliasi program studi, dan status pengajaran, berguna
untuk analisis keterkaitan kinerja akademik mahasiswa dengan dosen
pengampu.

Dim_Prodi Menyediakan informasi tentang program studi, jenjang pendidikan, dan
fakultas

Dim_Keuangan = Memuat status pembayaran, tunggakan, dan keterlambatan pembayaran.

Dim_LMS Menampilkan aktivitas mahasiswa di Edlink, seperti frekuensi akses,
pengumpulan tugas, nilai kuis, dan partisipasi diskusi
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3.4 Perancangan Tabel Fakta

Tabel fakta (fact table) pada DW dibuat untuk menyimpan rekaman aktivitas
mahasiswa dengan grain yang telah ditetapkan pada masing-masing proses bisnis.
Tabel fakta menggabungkan tiga faktor utama yang berkontribusi pada risiko DO
yaitu kinerja akademik, kondisi keuangan, dan perilaku pembelajaran berbasis LMS.
Tabel fakta kinerja akademik dirancang dengan grain per mahasiswa per mata
kuliah per semester, sehingga mampu menyimpan data akademik mahasiswa secara
rinci. Data pada tabel ini menjadi indikator utama dalam menilai performa
akademik mahasiswa dan mengidentifikasi pola risiko DO secara lebih mendalam.

Sementara itu, tabel fakta keuangan dan tabel fakta perilaku pembelajaran
berbasis LMS dirancang dengan grain per mahasiswa per semester. Tabel fakta
keuangan bertujuan menyimpan kondisi finansial mahasiswa yang berpotensi
memengaruhi keberlanjutan studi, sedangkan tabel fakta perilaku LMS
memanfaatkan data dari Edlink untuk mengukur tingkat keterlibatan mahasiswa
dalam pembelajaran digital. Tabel 4 menyajikan informasi lebih rinci terkait ketiga
tabel fakta tersebut.

Tabel 4. Tabel Fakta Arsitektur DW

Tabel Fakta  Dimensi terkait Measure Keterangan
Fact Kinerja Dim_Mahasiswa, IPS, IPK, SKS tempuh, SKS Menyimpan data
Akademik Dim_Semester, lulus, nilai mata kuliah, akademik mahasiswa
Dim_Matakuliah, frekuensi pengulangan MK, yang menjadi indikator
Dim_Dosen, Dim_Prodi persentase kehadiran utama performa dan
risiko DO
Fact Dim_Mahasiswa, Status pembayaran Menyimpan kondisi
Keuangan Dim_Semester, SPP/UKT, jumlah tunggakan, finansial mahasiswa
Dim_Prodi, keterlambatan pembayaran  yang berpotensi
Dim_Keuangan memengaruhi
keberlanjutan studi.
Fact Perilaku = Dim_Mahasiswa, Frekuensi akses LMS, Mengukur tingkat
LMS Dim_Semester, aktivitas materi, keterlibatan mahasiswa
Dim_Prodi, Dim_Dosen,  pengumpulan tugas & kuis, dalam pembelajaran
Dim_LMS partisipasi diskusi, total digital perkuliahan,
aktivitas berfungsi sebagai

referensi temporal
untuk tabel fakta.

3.5 Pembuatan Skema DW

Skema yang digunakan dalam merancang DW akan memengaruhi cara data
diatur, disimpan, dan diakses untuk keperluan analisis. Maka dari itu, pemilihan
skema perlu dipikirkan dengan baik agar sesuai dengan tujuan analisis serta
kerumitan data yang ditangani. Secara umum, terdapat beberapa pendekatan skema
dalam desain DW, seperti star schema, snowflake schema, galaxy schema, dan data
vault schema, yang masing-masing memiliki karakteristik dan tujuan berbeda dalam
mengelola hubungan antara tabel fakta dan dimensi [10].

Penelitian ini mengusulkan tiga skema DW berbasis star schema, yaitu skema
akademik, keuangan, dan aktivitas pembelajaran berbasis LMS. Star schema
menyediakan hubungan langsung antara tabel fakta dan tabel dimensi tanpa
normalisasi berlebihan sehingga mampu meningkatkan performa agregasi untuk
analisis tren lintas semester [9]. Selain itu, skema ini memungkinkan integrasi aspek
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akademik, keuangan, dan perilaku pembelajaran dalam satu struktur
multidimensional sehingga cocok digunakan sebagai dasar penyusunan dataset
machine learning untuk EWS.

Skema DW pada Fact Akademik menghubungkan dimensi semester,
mahasiswa, program studi, dosen, dan mata kuliah. Setiap baris fakta merekam
aktivitas akademik mahasiswa per mata kuliah per semester, termasuk nilai, status
kelulusan, kehadiran, SKS tempuh, SKS lulus, dan IP semester. Dimensi mahasiswa
memberi konteks profil, dimensi semester memungkinkan analisis tren waktu, dan
dimensi program studi membantu melihat performa antar program studi. Dimensi
mata kuliah mendukung analisis tingkat kesulitan dan beban studi, sementara
dimensi dosen memungkinkan evaluasi kinerja dan pengaruh pengajar terhadap
hasil belajar.

Integrasi tabel-tabel dimensi ke tabel fakta membentuk star schema yang
mudah dianalisis. Hubungan foreign key dengan primary key memastikan setiap data
akademik memiliki konteks lengkap dari setiap dimensi. Struktur tersebut dapat
mendukung pengembangan dashboard analitik terkait kinerja studi mahasiswa dan
analisis risiko DO. Star schema untuk fakta akademik ditunjukkan pada Gambar 1.

P . L Kk |semester.iD String
Dim.Prad <! FK | Matku_iD String
PK_ | Prodi_iD String 1 +< FK |Prodii String

Nama_Prodi |String K [DoseniD String

IS
Dim_Semester

| PK |Semester_ID

Tahun_Akademik

Semester

String
String
String

Start_Date Date

End_Date Date

Fact Akademik

PK | Mahasiswa_ID String - [ Dim_Dosen

1 PK |Dosen_iD String
Nama_Dosen String
NIDN Suing
Status String
Pendidikan_Terkahir | String
Jab_Fungsional String

Fakultas String Nilal_Angka Number

Jenjanga suing | Nilai_Huruf String
Flag_Lulus String
Flag_Mengulang String
SKS_tempuh Number
SKS_lulus Mumber
IP_Semester Number
Jumlah_Absen Number

Presentase_kehadiran |Number

Dim_Mahasiswa
[Dim_Mnlakuliah PK  Mahasiswa, _ID String

PK | Matkul ID string Nama String
Nama_Matkul String t NIM Strin
SKS Number Jenis_Kelamin Strin

8a8adada

Sifat_MK String Tahun_Masuk Strin
Kelompok MK |String Jalur_Masuk String
Prasyarat Stiing ) Asal_Sekolah String

Status_Mahasiswa | String

Gambar 1. Star Schema Tabel Fakté Akademik

Skema DW pada Fact Keuangan menghubungkan dimensi semester,
mahasiswa, program studi, dan tagihan. Setiap baris fakta mencatat kondisi
keuangan mahasiswa per semester, meliputi total tagihan, total pembayaran, jumlah
tunggakan, keterlambatan pembayaran, dan status pembayaran. Struktur star
schema yang ditunjukkan pada Gambar 2 memungkinkan analisis tren finansial
mahasiswa dari waktu ke waktu serta evaluasi keterkaitan antara kondisi keuangan
dan keberlanjutan studi, yang merupakan salah satu faktor dalam risiko DO.
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Dim_Semester

PK |Semester_ID String
Tahun_Akademik | String
Semester String
Start_Date Date
End_Date Date
Fact_Keuangan
p PK [Mahasiswa_ID String
Dim_Prodi | FK |semesterD String .
PK | ProdiiD String < K |ProdiLip String Dim_Tagihan
Nama_Prodi | String FK | Tagihan_iD String {—{ PK |Tagihan_ID String
Fakultas String Total_Tagihan Number Nama_Tagihan | String
Jenjanga String Total_Pembayaran Number Periode_Tagihan | String
Total_Tunggakan Number Jenis_Tagihan _|String
Keterlambatan_Hari Number
_Slalus Bayar String
p o)
Dim_Mahasiswa
PK |Mahasiswa_ID |sing
Nama String
NIM String
Jenis_Kelamin String
Tahun_Masuk String
Jalur_Masuk String
Asal_Sekolah String
| Status_Mahasiswa | String

Gambar 2. Star Schema Tabel Fakta Keuangan

Setiap baris tabel fakta dalam skema DW pada Fact_Activities_LMS merekam
aktivitas pembelajaran digital mahasiswa setiap semester, seperti frekuensi akses
ke LMS, interaksi dengan materi, ketepatan waktu pengumpulan tugas, nilai tugas
atau kuis, dan partisipasi dalam forum diskusi. Integrasi dimensi-dimensi tersebut
membentuk star schema yang ditunjukkan pada Gambar 3 untuk mendukung
analisis perilaku pembelajaran dan pengembangan EWS.

Dim_Semester

PK | Semester_ID String

Tahun_Akademik | String
Semester String
Start_Date Date
End_Date | Date

rFacLAImvuas_LMS
— | Pk [Manasiswa_ip String 5
Dim_Prodi | < FK |Semester_ID String .
PK |Prodi_ID String H——< FK |ProdiiD String Dim_AktivitasLMS
Mama_Prodi | String FK |Aktivitas_ID String |} PK |Aktivitas_ID [string
Fakultas String FK [Time_ID Type > L Nama_Aktivitas | String J
L Jenjanga String J Frekuensi_Login Number
Frekuensi_Akses_Materi Number
Jumlah_Kumpul Tugas Number e 3
Keterlambatan_Pengumpulan Number
- ~—- PK |Time_lID String
Nilai_Tugas Number
Tanggal String
Partisipasi_Forum Number
~ 4 Hari String
Minggu_Ke | NUmber
Bulan String
Dim_Mahasiswa ]
PK |Mahasiswa_ID String ——
Nama String
NIM String
Jenis_Kelamin String
Tahun_Masuk String
Jalur_Masuk String
Asal_Sekolah String
Status_Mahasiswa | String

J

Gambar 3. Star Schema Tabel Fakta LMS

Skema DW yang diusulkan diharapkan mampu mendukung pengembangan
EWS karena mengintegrasikan data akademik, keuangan,

dan aktivitas
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pembelajaran berbasis LMS secara historis. Struktur ini memungkinkan analisis
perkembangan mahasiswa dari waktu ke waktu, perbandingan antar kelompok
mahasiswa, serta pembentukan fitur prediktif yang terstruktur dan efisien untuk
machine learning. Hubungan langsung antara tabel fakta dan dimensi juga
mempermudah proses agregasi data, ekstraksi dataset, dan analisis keterkaitan
faktor-faktor yang berkontribusi terhadap risiko DO, sehingga relevan untuk
implementasi EWS.

3.6 Integrasi data & Proses ETL

Extract-Transform-Load (ETL) merupakan proses pengambilan data dari
berbagai sumber dan penerapan standar tertentu agar data memiliki kualitas yang
baik, konsisten, serta berada dalam format yang seragam sehingga siap digunakan
untuk analisis [4], [13]. Proses ETL terdiri atas tiga tahapan utama, yaitu ekstraksi
data dari sistem sumber, transformasi data untuk pembersihan dan penyesuaian
format, serta pemuatan data ke dalam data warehouse. Gambar 4 menampilkan
rancangan diagram pipeline ETL.

Transform

Extract Load
Proses data dengan
—— ™ tool analitik —

Pengambilan data
SIMPUL/Edlink

melalui fitur laporan p= m
atau jalur API. ransform, filter, Penyimpanan data ke
Mulai bersihkan, dan dalam data warehouse ——»-| Selesai
uial normalize data (] clesal
Raw data disimpan
dalam format csv I~ Format data untuk
diproses lebih lanjut

Gambar 4. Diagram Pipeline ETL

Proses ekstraksi (extract) data dilakukan dari dua sistem utama, yaitu SIMPUL
dan Edlink. Kedua sistem tersebut menyediakan beberapa cara untuk menyediakan
data untuk digunakan. Kedua sistem tersebut menyediakan beberapa mekanisme
akses data, antara lain melalui keluaran laporan dalam format CSV atau spreadsheet,
serta melalui API yang disediakan oleh pengembang. Proses ekstraksi disesuaikan
dengan kebutuhan data yang telah didefinisikan pada masing-masing DW, sehingga
hanya data yang relevan dengan tabel fakta dan dimensi yang diambil untuk tahap
selanjutnya.

Selanjutnya data hasil ekstraksi akan melewati proses transformasi
(transform) untuk memastikan data memiliki format, standar, dan konsistensi yang
seragam meskipun berasal dari berbagai sumber. Proses transformasi mencakup
pembersihan data, penyesuaian struktur dan tipe data, dan pembentukan data
historis sesuai dengan rancangan tabel fakta dan dimensi pada DW.

Proses pemuatan data (load) bertujuan menyimpan data yang telah melalui
proses ekstraksi dan transformasi ke dalam DW sesuai dengan rancangan skema
yang telah ditetapkan. Pada tahap ini, data dimasukkan ke dalam tabel fakta dan
dimensi secara terstruktur serta memastikan data tersimpan secara konsisten,
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historis, dan siap untuk digunakan untuk keperluan analitik, pelaporan, dan
pengembangan sistem peringatan dini berbasis machine learning.

Proses ETL perlu dirancang untuk menjamin kebaharuan data melalui
eksekusi secara periodik. ETL yang terjadwal memungkinkan DW selalu
merefleksikan kondisi terbaru mahasiswa, sehingga informasi yang dihasilkan tetap
relevan dan akurat untuk kebutuhan analisis serta pengambilan keputusan,
khususnya dalam mendukung EWS.

4. Integrasi DW dengan EWS

DW berperan strategis meningkatkan proses pengambilan keputusan di
perguruan tinggi. DW tidak hanya berfungsi sebagai media penyimpanan data
historis, tetapi juga sebagai dasar bagi analisis prediktif untuk mengidentifikasi
mahasiswa yang memiliki risiko DO [10]. Oleh karena itu, perancangan DW yang
mengintegrasikan data akademik, keuangan, dan aktivitas LMS menjadi fondasi
penting dalam mendukung efektivitas analisis dan pelaporan pada EWS.

Dalam konteks penelitian ini, risiko DO didefinisikan secara operasional
sebagai kondisi mahasiswa yang terindikasi tidak melanjutkan studi secara
berkelanjutan, yang tercermin dari status akademik non aktif, tidak melakukan
registrasi ulang, atau pola penurunan Kkinerja akademik dan Kketerlibatan
pembelajaran yang berpotensi berujung pada putus studi. Definisi ini digunakan
sebagai variabel target dalam pemodelan untuk memungkinkan deteksi risiko pada
tahap awal, sebelum mahasiswa secara resmi dinyatakan DO oleh institusi. Dengan
demikian, pengembangan EWS diarahkan pada pendekatan prediktif berbasis
machine learning yang memanfaatkan algoritma klasifikasi untuk mengidentifikasi
mahasiswa berisiko secara dini.

Penelitian terdahulu telah menunjukkan bahwa EWS dapat dikembangkan
dengan memanfaatkan teknik machine learning berbasis klasifikasi. Algoritma yang
umum digunakan antara lain naive bayes, neural networks, generalized linear
models, logistic regression, decision tree, bayesian networks, dan random forest [10],
[11], [16]. Yang [11] melakukan perbandingan terhadap kemampuan prediktif
berbagai algoritma dan menunjukkan bahwa logistic regression memberikan kinerja
terbaik dibandingkan metode lain, khususnya dalam konteks prediksi performa
akademik mahasiswa. Sementara itu, Li et. al. [16] menyatakan bahwa decision tree,
neural networks, dan bayesian networks merupakan teknik yang paling sering
digunakan untuk memprediksi performa pelajar karena kemampuannya
menangkap pola hubungan yang kompleks. Namoun et. al. [17] juga menegaskan
bahwa metode regresi dan pendekatan supervised learning merupakan teknik yang
paling dominan digunakan dalam pengembangan sistem prediksi akademik.

Penelitian ini mengusulkan logistic regression sebagai model dasar (baseline
model) yang akan digunakan pada sistem EWS karena mempertimbangkan
kestabilan dan kemampuannya dalam menjelaskan kontribusi masing-masing
variabel terhadap risiko DO. Model tersebut memungkinkan analisis setiap variabel
prediktor terhadap probabilitas mahasiswa mengalami DO, sehingga faktor-faktor
risiko utama dapat diidentifikasi secara jelas. Kemampuan interpretatif tersebut
menjadi penting dalam konteks pengambilan keputusan akademik, karena hasil
prediksi tidak hanya bersifat kuantitatif, tetapi juga dapat dijelaskan secara logis
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dan transparan kepada pemangku kepentingan, seperti dosen wali dan pengelola
program studi.

Pola risiko yang lebih kompleks serta hubungan non-linear antar variabel
dapat ditangkap melalui penggunaan model berbasis pohon keputusan seperti
random forest sebagai pertimbangan lanjutan. Random forest memiliki keunggulan
dalam mengakomodasi interaksi antar variabel dan ketahanan terhadap variasi
data, sehingga berpotensi meningkatkan kinerja prediksi EWS [18]. Pendekatan ini
sejalan dengan temuan penelitian sebelumnya yang menunjukkan bahwa random
forest efektif digunakan dalam konteks prediksi di bidang pendidikan, khususnya
ketika data yang dianalisis berasal dari berbagai dimensi akademik dan non-
akademik [10], [18].

Sejalan dengan penerapan model prediktif tersebut, evaluasi kinerja prediksi
dilakukan menggunakan metrik yang umum digunakan dalam Kklasifikasi, seperti
classification accuracy, recall, dan sensitivity [16]. Penggunaan metrik ini
memungkinkan penilaian yang lebih komprehensif terhadap kemampuan model
dalam mengidentifikasi mahasiswa berisiko, terutama dalam meminimalkan
kesalahan klasifikasi pada kelompok mahasiswa yang benar-benar berpotensi
mengalami DO, yang menjadi fokus utama dalam pengembangan EWS.

Selain pemilihan algoritma, penentuan variabel prediktor merupakan aspek
krusial dalam perancangan model EWS untuk mendeteksi mahasiswa berisiko.
Indikator akademik seperti [IPK semester awal, tingkat kehadiran, serta keterlibatan
mahasiswa dalam aktivitas LMS telah banyak diidentifikasi sebagai sinyal awal yang
kuat terhadap potensi DO [10]. Indikator-indikator tersebut mencerminkan
performa akademik dan tingkat keterlibatan mahasiswa dalam proses
pembelajaran, yang sering kali mengalami perubahan sebelum terjadinya
penurunan status akademik secara formal. Di samping itu, variabel keuangan,
khususnya status dan keterlambatan pembayaran biaya perkuliahan, juga menjadi
indikator penting karena mencerminkan potensi hambatan mahasiswa dalam
mempertahankan keberlanjutan studi. Oleh karena itu, kombinasi variabel
akademik, perilaku, dan keuangan dirancang untuk digunakan dalam model
prediksi guna meningkatkan ketepatan deteksi dini risiko DO dalam EWS.

Secara konseptual, integrasi DW, machine learning, dan EWS dirancang
melalui alur kerja yang sistematis. Data historis mahasiswa yang tersimpan dalam
DW diekstraksi dan diolah menjadi dataset terstruktur untuk melatih model
klasifikasi berbasis supervised learning. Proses prediksi direncanakan dilakukan
secara periodik, misalnya pada akhir setiap semester, sehingga EWS dapat berfungsi
sebagai mekanisme pemantauan risiko yang berkelanjutan. Hasil prediksi
kemudian disajikan dalam bentuk probabilitas dan kategori tingkat risiko
mahasiswa, seperti risiko rendah, sedang, dan tinggi. Informasi ini menjadi dasar
bagi pemangku kepentingan akademik untuk melakukan intervensi akademik
maupun non-akademik secara tepat waktu dan berbasis data.
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Gambar 5. Arsitektur DW dan EWS

Dengan demikian, pengembangan EWS dalam penelitian ini menempatkan
DW sebagai fondasi penyedia data terintegrasi, machine learning sebagai komponen
analitik prediktif, dan EWS sebagai sistem pendukung keputusan. Integrasi ketiga
komponen tersebut dirancang untuk menghasilkan sistem peringatan dini yang
akurat, dapat dijelaskan, dan relevan dalam mendukung upaya pencegahan
mahasiswa DO secara dini dan berkelanjutan. Arsitektur DW dan EWS yang
terintegrasi dapat dilihat pada Gambar 5.

D. Simpulan

Penelitian ini menghasilkan rancangan DW yang terintegrasi menggunakan
pendekatan Kimball sebagai fondasi pengembangan EWS untuk mendeteksi risiko
DO mahasiswa di UPM. Keterbatasan kapabilitas analitik pada sistem operasional
SIMPUL dan Edlink di UPM mendorong urgensi pembangunan DW sebagai
repositori histori lintas dimensi. Struktur DW dirancang menggunakan metodologi
Kimball melalui penerapan star schema yang mencakup data akademik, keuangan,
dan aktivitas LMS. Penetapan grain dilakukan secara spesifik sesuai dengan proses
bisnis sehingga mendukung analisis longitudinal dan penyusunan dataset machine
learning. Arsitektur DW yang dirancang mencakup tabel fakta kinerja akademik,
keuangan, dan perilaku LMS yang saling terhubung dalam struktur star schema
dengan berbagai dimensi pendukung.

Pengembangan EWS dalam penelitian ini mengadopsi pendekatan klasifikasi
berbasis supervised learning dengan memanfaatkan logistic regression sebagai
model dasar untuk memberikan penjelasan logis mengenai kontribusi tiap variabel
terhadap indikasi DO. Guna mengakomodasi interaksi antar variabel yang bersifat
non-linear dan pola risiko yang lebih rumit, model berbasis pohon keputusan
seperti random forest turut diusulkan sebagai pengembangan lebih lanjut. Adapun
efektivitas sistem diukur melalui metrik akurasi, recall, dan sensitivitas untuk
menjamin ketepatan identifikasi mahasiswa berisiko yang memerlukan intervensi
segera.

Penelitian memiliki keterbatasan pada fokus perancangan arsitektur DW dan
kerangka konseptual EWS tanpa implementasi dan pengujian model pada data riil
secara penuh. Penelitian selanjutnya disarankan untuk mengimplementasikan DW
dan EWS secara operasional, melakukan evaluasi kinerja model pada data
longitudinal, serta mengeksplorasi algoritma lanjutan dan variabel non-akademik
tambahan guna meningkatkan akurasi dan efektivitas sistem peringatan dini.

Penelitian ini memiliki keterbatasan karena masih berfokus pada perancangan
arsitektur serta pendekatan konseptual DW dan EWS tanpa disertai implementasi
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pada lingkungan operasional. Oleh karena itu, penelitian selanjutnya disarankan
untuk melakukan implementasi dan evaluasi DW serta EWS secara nyata guna
menguji kinerja, keandalan, dan manfaat sistem dalam konteks operasional
perguruan tinggi. Selain itu, penelitian mendatang dapat memperluas sumber data
dengan memasukkan aspek non-akademik lainnya, serta mengeksplorasi
penerapan metode machine learning lanjutan yang paling sesuai agar sistem mampu
menyajikan informasi secara lebih akurat dan tepat waktu untuk mendukung
intervensi akademik dalam upaya pencegahan risiko DO.
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